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KARTA PRZEDMIOTU


1st Podstawowe informacje o przedmiocie
	Nazwa przedmiotu
	Uczenie maszynowe i eksploracja danych

	Rocznik studiów
	2022/2023

	Kolegium
	Informatyki Stosowanej

	Kierunek studiów
	Informatyka

	Poziom kształcenia 
	Studia drugiego stopnia

	Profil kształcenia
	praktyczny

	Specjalność
	Nauka o danych

	Osoba odpowiedzialna
	dr inż. Jacek Jakieła

	Studia w języku angielskim




2nd Wymagania wstępne (wynikające z następstwa przedmiotów)
	Inteligencja obliczeniowa, Języki programowania dla Data Science



3. Efekty uczenia się i sposób realizacji zajęć

3. Cele przedmiotu
	C1
	Przekazanie wiedzy na temat metod, technik i narzędzi z obszarów eksploracji danych oraz uczenia maszynowego. 

	C2
	Ukształtowanie umiejętności w zakresie analizy eksploracyjnej danych, projektowania, implementacji i oceny modeli uczenia maszynowego oraz ich zastosowań w rozwiązywaniu praktycznych problemów występujących we współczesnych organizacjach. 



3.1. Przedmiotowe efekty uczenia się, z podziałem na wiedzę, umiejętności i kompetencje społeczne, wraz z odniesieniem do efektów uczenia się dla kierunku
	Lp.
	Opis przedmiotowych efektów uczenia się
	Odniesienie do efektów uczenia się dla kierunku

	Po zaliczeniu przedmiotu student w zakresie WIEDZY 

	P_W01
	Potrafi posługiwać się aparatem pojęciowym związanym z dziedzinami eksploracji danych oraz uczenia maszynowego. Zna proces oraz dobre praktyki w zakresie tworzenia rozwiązań bazujących na algorytmach z obszaru nauki o danych.
	K_W01, K_W02

	Po zaliczeniu przedmiotu student w zakresie UMIEJĘTNOŚCI 

	P_U01
	Potrafi poddać analizie zbiór danych (analiza w oparciu o wybrane miary statystyczne oraz wizualizację) oraz przygotować dane dla analiz z wykorzystaniem algorytmów drążenia danych oraz uczenia maszynowego.
	K_U02, K_U03

	P_U02
	Potrafi zastosować wybrane algorytmy (dobór oraz implementacja) dla zadanych sytuacji problemowych.
	K_U10, K_U11

	P_U03
	Potrafi ocenić utworzone modele według ustalonych kryteriów oraz dobranych metod i przeprowadzić działania doskonalące.  
	K_U02, K_U03



3.2. Formy zajęć dydaktycznych oraz wymiar godzin i punktów ECTS
	Studia stacjonarne (ST)

	W
	K
	Ćw
	L
	ZP
	P
	eL
	ECTS

	-
	-
	-
	40
	-
	20
	-
	4




3.3. Metody realizacji zajęć dydaktycznych
	Formy zajęć
	Metoda realizacji

	Laboratorium
	Laboratoria realizowane w wybranym środowisku programowym w oparciu o odpowiednio dobrane studia przypadków i zbiory danych. Rozwiązywanie praktycznych problemów z wykorzystaniem algorytmów z dziedziny nauki o danych, ze szczególnym uwzględnieniem metod, technik i narzędzi eksploracji danych oraz uczenia maszynowego.

	Projekt
	Projekt realizowany zgodnie z ustalonym scenariuszem dla określonej dziedziny problemu zatwierdzonej przez prowadzącego w oparciu o odpowiednio dobrane zbiory danych.



3.4. Treści kształcenia (oddzielnie dla każdej formy zajęć)

LABORATORIUM
	Lp.
	Treści kształcenia realizowane w ramach laboratorium

	L1
	Wprowadzenie do dziedzin eksploracji danych oraz uczenia maszynowego. Obszary zastosowań. Możliwości i ograniczenia.

	L2
	Myślenie analityczne i zadawanie właściwych pytań. Pytania deskryptywne, predykcyjne i normatywne. Przyczynowość i niepewność.

	L3
	Badania eksploracyjne. Miary położenia i miary rozproszenia, badanie rozkładu danych, korelacja, analiza danych z wykorzystaniem wizualizacji.

	L4
	Przygotowywanie danych pod kątem analizy z wykorzystaniem określonych algorytmów. Czyszczenie i przekształcanie danych – brakujące dane, niejednoznaczne wartości, identyfikacja wartości odstających, kodowanie danych jakościowych, zasady tworzenia testowych i treningowych zbiorów danych.

	L5
	Rozwiązywanie problemów z wykorzystaniem uczenia nadzorowanego. Klasyfikacja i regresja. Nadzorowane algorytmy uczenia maszynowego: kNN, naiwne klasyfikatory Bayesa, drzewa decyzyjne, lasy losowe, maszyny wektorów nośnych. Szacowanie niepewności na podstawie klasyfikatorów.

	L6
	Uczenie nienadzorowane. Przetwarzanie wstępne i skalowanie. Redukcja wymiarowości i inżynieria cech. Analiza głównych składowych. Algorytmy związane z grupowaniem.

	L7
	Elementy głębokiego uczenia maszynowego. Definicja procesu uczenia głębokiego. Rozwiązywanie problemów z wykorzystaniem sieci neuronowych. Zaawansowane metody uczenia głębokiego – sieci konwolucyjne, sieci rekurencyjne.

	L8
	Praca z danymi tekstowymi. Typy danych jako ciągi znaków. Zastosowanie worka słów. Worek słów typu n-gram. Kwantyfikowanie tekstu. Podstawowe operacje statystyczne oraz wizualizacja wyników.

	L9
	Ocena i doskonalenie modeli. Walidacja krzyżowa. Wskaźniki oceny: metryki klasyfikacji binarnej, metryki klasyfikacji wieloklasowej, metryki regresji. 




PROJEKT
	Lp.
	Treści kształcenia realizowane w ramach projektu

	P1
	Sformułowanie problemu do rozwiązania oraz celu inżynierii i analizy danych.

	P2
	Analiza eksploracyjna zbioru danych oraz dobór algorytmów do rozwiązania problemu.

	P3
	Przygotowanie zbioru danych dla algorytmów wybranych do implementacji.

	P4
	Implementacja algorytmów.

	P5
	Ocena rozwiązania.

	P6
	Przygotowanie dokumentacji wraz z wnioskami i zaleceniami.




3.5. Korelacja pomiędzy efektami uczenia się, celami przedmiotu, a treściami kształcenia
	Efekt uczenia się
	Cele przedmiotu
	Treści kształcenia

	P_W01
	C1
	L1-L9, P1-P6

	P_U01
	C2
	L3-L4, P1-P3

	P_U02
	
	L5-L8, P4

	P_U03
	
	P5-P6, L5-L9



3.6. Metody weryfikacji efektów uczenia się
	Efekt 
uczenia się
	Metoda oceny
	Forma zajęć, w ramach której następuje weryfikacja efektu

	P_W01
	Pytania testowe
	Laboratorium

	P_U01
	Ocena projektu i dokumentacji
	Projekt

	P_U02
	Ocena rozwiązań problemów przygotowywanych w ramach poszczególnych laboratoriów
	Laboratorium

	P_U03
	Ocena projektu
	Projekt



3.7. Kryteria oceny stopnia osiągnięcia efektów uczenia się
	Efekt
uczenia się
	Na ocenę 2
student nie potrafi
	Na ocenę 3
student potrafi
	Na ocenę 4
student potrafi
	Na ocenę 5
student potrafi

	P_W01
	zdefiniować podstawowych pojęć z obszarów drążenia danych oraz uczenia maszynowego
	zdefiniować podstawowe pojęcia z obszarów drążenia danych oraz uczenia maszynowego uzyskując co najmniej 51% punktów
	zdefiniować podstawowe pojęcia z obszarów drążenia danych oraz uczenia maszynowego uzyskując co najmniej 71% punktów
	zdefiniować podstawowe pojęcia z obszarów drążenia danych oraz uczenia maszynowego uzyskując co najmniej 91% punktów

	P_U01
	przeprowadzić analizy eksploracyjnej zbioru danych oraz przygotować danych pod kątem analiz
	przeprowadzić analizę eksploracyjną zbioru danych oraz przygotować dane pod kątem analiz popełniając niewielką liczbę błędów
	przeprowadzić analizę eksploracyjną zbioru danych oraz przygotować dane pod kątem analiz nie popełniając błędów
	przeprowadzić analizę eksploracyjną zbioru danych oraz przygotować dane pod kątem analiz nie popełniając błędów i popierając swoje działania dobrymi praktykami wykorzystywanymi w tym zakresie

	P_U02
	dobrać oraz zaimplementować wybranych algorytmów drążenia danych oraz uczenia maszynowego w podstawowym zakresie
	dobrać oraz zaimplementować wybrane algorytmy drążenia danych oraz uczenia maszynowego – wykonać poprawnie co najmniej 50% zadań
	dobrać oraz zaimplementować wybrane algorytmy drążenia danych oraz uczenia maszynowego – wykonać poprawnie co najmniej 75% zadań
	dobrać oraz zaimplementować wybrane algorytmy drążenia danych oraz uczenia maszynowego – wykonać poprawnie wszystkie zadania

	P_U03
	ocenić opracowanych algorytmów z wykorzystaniem podstawowych metod
	ocenić opracowane algorytmy z wykorzystaniem odpowiednich metod w stopniu podstawowym
	ocenić opracowane algorytmy z wykorzystaniem odpowiednich metod w stopniu dobrym
	ocenić opracowane algorytmy z wykorzystaniem większości metod oceny w sposób dogłębny





3.8. Literatura
	Literatura podstawowa

	Boschetti A., Massaron L.: Python Data Science Essentials: Become an efficient data science practitioner by understanding Python's key concepts. Packt Publishing, 2016.

	de Ponteves H.: AI Crash Course: A fun and hands-on introduction to machine learning, reinforcement learning, deep learning, and artificial intelligence with Python. Packt Publishing, 2019.

	Fenner M.: Machine Learning with Python for Everyone. Addison-Wesley Professional, 2019.

	Grus J.: Data Science from Scratch: First Principles with Python. O'Reilly Media, 2019.



	Literatura uzupełniająca

	Bonaccorso G.: Mastering Machine Learning Algorithms: Expert techniques to implement popular machine learning algorithms and fine-tune your models. Packt Publishing, 2018.

	Natingga D.: Data Science Algorithms in a Week: Top 7 algorithms for scientific computing, data analysis, and machine learning. Packt Publishing, 2019.




4. Nakład pracy studenta - bilans punktów ECTS

	Rodzaje aktywności
	Obciążenie studenta

	
	studia ST

	Udział w C/L (UB)
	[bookmark: _GoBack]40

	Konsultacje do C/L (UB)
	16

	Samodzielne przygotowanie się do C/L, w tym przygotowanie do zaliczenia
	4

	Udział w i konsultacje do PN (UB)
	20

	Samodzielne przygotowanie się do zaliczenia PS
	20

	Sumaryczne obciążenie pracą studenta 
	100

	Punkty ECTS za przedmiot
	4

	Punkty ECTS za zajęcia prowadzone z bezpośrednim udziałem nauczycieli i studentów (UB)
	3

	Punkty ECTS za zajęcia kształtujące umiejętności praktyczne (PZ)
	4
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